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摘  要：共享单车的时空分布不均给运营商和用户造成了不便，有必要识别共享单车的空间发散区（源）及聚集区（汇），

对其空间源汇区进行针对性的管理和调度。对共享单车骑行空间社区进行检测后，使用路网约束下共享 K 最邻近密度

聚类方法，从空间流视角识别共享单车的典型源汇区域，探究早晚高峰骑行模式的共性和差异性，结果表明：（1）工作日

共享单车分时订单曲线 M 型特征明显，而休息日曲线更接近梯台型，骑行以交通小区单元内部流动及邻接流动为主。

（2）共享单车骑行社区边界受天然屏障的约束显著大于行政区划，早高峰共享单车使用的高值区更为集中。（3）工作日通

勤早高峰时段，丛集流以“居住-就业”流向为主，聚散区域呈现“一面-一线-多点”的空间分布特征；晚高峰时段，丛集流

以“地铁站-居住区”为主，“共享单车-地铁站-共享单车”的联运特征突出。
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Abstract： Objectives: The shared bike is an important tool for residents to connect to public transport and 
travel a short distance, but its uneven space-time distribution has caused inconvenience to operators and 
users, especially in the morning and evening rush hours of commuting on weekdays. Therefore, it is neces⁃
sary to identify the spatial divergence area (source) and convergence area (sink) of shared bikes, and carry 
out targeted management and scheduling of their spatial source-sink area. However, most studies aggre⁃
gate flow data into polygon units, which lose the precision of flow data and cannot provide accurate spatial 
location of source and sink areas. We use a method combining spatial thinning with flow density clustering 
to effectively identify the spatial location of the source and sink area of bike-sharing flow. Methods: Spatial 
community detection algorithm and density-based clustering method for origin-destination riding flow are 
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used to identify the typical source and sink regions of shared bikes. The first thing is to clean the original da⁃
taset, including deleting duplicate orders, orders with missing attributes and abnormal orders, and performing 
coordinate matching. After that, using the fast Fourier transform algorithm to test the time periodicity of 
the dataset. Then the fast unfolding algorithm is used to detect the spatial communities and dilute the order 
data of shared bikes on this basis. Finally, the spatial distance of bike-sharing flow based on the road net⁃
work is defined, and the shared K nearest neighbor flow clustering method is used to identify typical source 
and sink regions. Results: (1) The curve of bike-sharing timely orders on weekdays has obvious M-shaped 
characteristics, while the curve of weekends is more similar to the ladder type. At the scale of traffic analy⁃
sis zone, the flow of shared bikes is mainly adjacent flow and internal flow. (2) The boundary of bike-sharing 
community is significantly more constrained by natural barriers than administrative divisions, and the high-
value bike-sharing usage areas are more concentrated in the morning peak than evening. (3) During the 
morning rush hours of commuting on weekdays, the unidirectional flow clusters are mainly “residence to 
employment”, and the convergent and divergent areas show the spatial distribution characteristics of 

“one area, one line and many points”. In the evening peak hours, the flow clusters are mainly the pattern 
of subway station to residential area, and the intermodal characteristics of “shared bikes-subway station-
shared bikes”  are prominent. Conclusions: Based on the perspective of flow space, we analyze the charac⁃
teristics of residents 􀆳 short-distance shared travel. The proposed method effectively identifies the spatial 
source and sink area of shared bikes, which fills the smallest link in the study of urban internal mobility 
links, and provides support for the optimal allocation of shared bicycle space.
Key words： shared bikes； flow clustering； source and sink space； spatial community detection

近年来兴起的共享单车为城市居民提供了

高效便捷的短途出行服务，促进了城市绿色可持

续发展，同时作为公共交通常用的接驳工具，共

享单车有效解决了第一/最后一千米问题［1］。然

而诸如车辆闲置、乱停乱放、区域“潮汐式”供给

不足等问题也日益凸显，由于居民的通勤行为和

城市职住功能的分离，此类问题在一天中的固定

时段（工作日早晚高峰通勤时间）和特定区域（地

铁站附近）频繁发生，这类现象极大影响共享单

车系统的运行效率和用户体验，阻碍了轨道交通

系统的高效运行。因此，迫切需要定量研究共享

单车骑行流的时空模式和规律，加深共享单车使

用与城市人流活动耦合关系的理解，为城市规划

管理部门进行交通服务设施优化以及共享单车

的停放管控提供决策依据，也为共享单车企业制

定运营策略提供支撑。

目前，起点 -终点（origin-destination，OD）数

据为骑行流的时空模式研究提供了数据基础，挖

掘地理流中隐含的空间模式已经成为流数据研

究的首要任务［2-4］。学者们基于不同的研究单元

和尺度开展共享单车使用的时空模式研究，如文

献［5］在社区尺度使用多尺度时空聚类方法分析

了共享单车的潮汐骑行特征，发现工作日早高峰

办公区和商场的流入趋势强，而流出区多为居民

区和工厂；文献［6］在格网尺度对接驳地铁站的

共享单车所在的源汇格网开展了聚类分析，发现

了 5 类源汇格网及影响不同类型源汇格网形成的

主导因子；文献［7］将共享单车骑行路段视为研

究单元，利用路径匹配算法和共享单车 OD 数据

提取骑行热点路段和骑行强度空间分布特征，为

优化城市非机动车设施提供建议；文献［8］基于

共享单车的骑行社区网络结构，识别了在工作日

和休息日均保持稳定的骑行热点区，进而指导共

享单车的投放。以上研究取得了丰硕成果，但大

多局限于将共享单车 OD 流数据聚合至研究单

元，关注骑行网络结构及热点区，而忽视了从骑

行流空间视角对共享单车的时空模式进行探讨。

这将在一定程度上损失流数据的精度，缺乏对具

有任意形状的骑行流簇识别及综合分析，不利于

共享单车运营商直接掌握共享单车的时空集散

动态，给车辆的调度和管理造成了困难。

而在此基础上，针对个体空间流的分析能够

细粒度地把握共享单车使用特征，共享单车作为

直接通勤和接驳地铁站的重要工具，其时空动态

模式可以抽象为流空间“源”与“汇”的聚集、发散

和交互过程［9］，如在空间位置相对较近的大型居

住区与就业区之间，使用共享单车作为直接通勤

工具的空间交互是“源汇区”空间流的丛集现象；

而在地铁站附近，共享单车的潮汐使用现象是典

型的“源”与“汇”的空间交替，即空间流的聚散现
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象。对于个体空间流的分析主要分为流空间自

相关统计分析［10］、流聚类分析［11］和个体流的异常

探测［12］，此外，通过扩展二元及多元空间点分析

方法，学者们在二元空间流的聚类模式［13-14］和多

元空间流的共现模式［15］中也取得了系列进展。

共享单车流的源汇区识别属于个体流聚类分析，

常 用 方 法 包 括 统 计 判 别 、层 次 聚 类 和 密 度 聚

类［16-18］，但不同于人口迁徙流、行车流、通勤流等

空间跨度大且方向特征突出、空间邻接关系明显

的长地理流，共享单车流空间位移小、时间延续

较短且空间分布不均匀，因此难以通过构建空间

拓扑关系识别流簇，更适用于使用密度聚类方

法。此外，由于城市中心和城市边缘区路网建设

密度的巨大差异，共享单车的空间流簇存在疏密

程度的变化，常用的具有噪声的空间密度聚类算

法（density-based spatial clustering of applications 
with noise，DBSCAN）能有效识别空间高密度的

集群，但在识别不同密度的流簇时效果较差［19］，

可能会忽略非中心城区共享单车流的聚散模式；

基于点排序识别聚类结构方法（ordering points to 
identify the clustering structure，OPTICS）能够检

测不均匀流簇，且降低了对密度连接半径的敏感

度，但识别精度仍被邻域半径和密度阈值设置的

主观性所掣肘［20-21］。因此，如何依据局部流疏密

情况自适应调整流簇密度阈值，避免聚类参数设

置的主观性，是从个体流空间识别共享单车流聚

类簇的关键。

综上所述，目前国内外的相关研究主要是将

共享单车的 OD 数据聚合至特定单元，探究其时

空特征及骑行热点区，而从个体空间流视角识别

共享单车流的源汇区及聚散模式的研究匮乏。

因此，本文以中国湖北省武汉市主城区共享单车

早晚高峰时段 OD 流数据为例，在骑行流社区检

测后，使用基于道路网络约束的共享 K 最邻近密

度聚类算法，将空间流进行归一化，减小流簇疏

密不均的影响；并使用非参数估算方法，避免密

度聚类阈值设置的主观性［17］；进而从流空间视角

识别骑行流的典型源汇区域，分析共享单车的丛

集及聚散模式，探索早晚高峰骑行模式的共性和

差异性，为深入理解共享单车骑行流时空特征，

缓解共享单车的潮汐使用问题，针对性提升高频

骑行区域的骑行友好型道路建设提供参考。

1　数据预处理与研究方法

1.1　研究区及数据来源

截至 2020 年底，武汉市共投入 58 万辆共享

单车，运营企业包括美团、哈罗和青桔 3 家，市场

占有率分别为 55.86%、38.11% 和 6.03%，共享单

车累计使用量超 3.7 亿次，是仅次于公交、地铁的

第三大绿色出行方式。以武汉市主城区为研究

区（见图 1，底图是审图号为武汉市 S（2021）033
号的武汉市地图，行政界线无修改），共享单车数

据为摩拜单车用户 2019 年 11 月 1 日（星期五）到

11 月 7 日（星期四）一周的订单数据，原始数据约

包含 600 万条订单数据，工作日平均每日约 100
万条订单，周末约 80 万条，该时间段内天气状况

良好且无特殊事件，数据集格式如表 1 所示。武

汉市主城区共享单车的使用量占全市总骑行订

单量的 88%，能够有效代表全市总体情况，为全

国同等级城市提供可借鉴的研究案例。

1.2　共享单车数据预处理

由于 GPS 定位误差、坐标漂移、订单重复、订

单属性缺失等问题，需要对共享单车原始订单数

据进行预处理，包括 3 类异常数据的清洗：重复订

单、属性缺失订单、异常订单（异常订单时长、车

速、骑行距离），以及坐标匹配（流程见图 2）。

图 1　研究区范围

Fig. 1　Overview of the Study Area

表 1　共享单车订单数据样例

Table 1　The Samples of Bike-Sharing Orders

用户 ID
7511553
210412

1025473

车辆 ID
53264
68412
35412

开始时间

2019-11-01T07:56
2019-11-02T11:32
2019-11-04T21:19

起点经度

114.445 4°E
114.133 5°E
114.991 0°E

起点纬度

30.476 7°N
30.680 5°N
30.668 9°N

结束时间

2019-11-01T08:05
2019-11-02T11:49
2019-11-04T21:25

终点经度

114.433 9°E
114.147 9°E
114.981 9°E

终点纬度

30.473 0°N
30.685 0°N
30.662 2°N

186



第  50 卷第  1 期 仝照民等：骑行流密度聚类下的共享单车源汇空间识别

删除属性重复及属性值缺失的订单后，根据

主城区的经纬度范围筛选订单起始点和终止点

均位于该范围内的记录，根据研究时段筛选开锁

时间和关锁时间均位于该时段内的记录。结合

实际骑行情况，考虑到未关锁、GPS 信号异常等

原因，删去骑行距离及时间过短或过长的订单，

设定骑行距离阈值为 0.5~6 km 之间，骑行时间

为 1 min~2 h 之间。骑行速度的设置参考《2018
武汉共享单车报告》，结合主城区内交通系统运

行情况，设置速度阈值为 5~20 km/h 之间。

已有研究指出，共享单车的使用在工作日内

存在明显周期性规律，因此借助快速傅里叶变换

算法（fast Fourier transform，FFT）对工作日和周

末共享单车分时订单量进行周期性检验。FFT
是信号处理领域检验周期性的常用方法，通过将

时间序列的时域转换到频域，以确定时间序列的

主周期［22］，结果如图 3 所示。工作日呈现出明显

的 24 h 周期性，最大峰谱对应的第一、第二主分

量周期分别为 24 h 和 48 h，意味着即使是一周的

数据也可以代表较长一段时间内共享单车的使

用情况；而休息日的周期性并不明显，最大峰谱

对应的第一、第二主分量周期分别为 9 h 和 24 h，
一方面受限于数据跨度，另一方面周末共享单车

出行随机性较强，且使用者大多没有工作通勤目

的，因此对工作日的研究更能展现共享单车使用

与城市人群活动的耦合关系。考虑到工作日共

享单车使用呈现稳定的周期特征，为降低聚类算

法的时间复杂度，选取 11 月 6 日（周三）代表工作

日的使用特征，对出行早高峰（7 点—9 点）和晚高

峰（5 点—7 点）进行分析。

1.3　研究方法

1.3.1　共享单车流的空间社区结构发现方法

共享单车作为居民短途出行的重要工具，往

往受城市空间结构和建成环境的限制，检测共享

单车空间社区结构有助于理解居民骑行的空间

集群，辅助自行车道网络体系的规划。本文使用

快速展开算法对共享单车骑行流的空间社区结

构进行检测。快速展开算法是一种高效的无监

督社区检测算法，用于识别复杂网络中的紧密和

稀疏关系，将具有强交互作用的部分划分为一个

社区，社区内部存在频繁的交互，而社区间的交

互较少［23］。在共享单车骑行网络中，社区内的共

享单车流关系密切，“逃离”社区的可能性较低，

较好地契合了共享单车流动区域性强的特性，可

图 2　数据清洗流程

Fig. 2　Process of Data Cleaning

图 3　共享单车订单数量周期性检验

Fig. 3　Periodic Test of Bike-Sharing Orders
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以有效地识别骑行区的空间结构。

以订单 OD 数据中出现过的每个栅格作为节

点，以节点间的订单量作为边权重，构建空间交

互网络。快速展开算法通过最大化模块度进行

社区划分，模块度衡量社区内部联系的紧密度，

取值范围在－1 到 1 之间，其计算公式为：

Q = 1
2m ∑i,j

 é
ë
êêêêA i,j - ki kj

2m
ù
û
úúúú δ (ci,cj) （1）

式中，Q 表示模块度；m 表示网络中的总订单数；

A i，j 表示节点 i与节点 j间的边权重；ki 和 kj 分别为

节点 i 与节点 j 边权重的和；δ (ci，cj)用于判断节

点 i 与 节 点 j 是 否 在 同 一 个 社 区 ，若 是 ，则

δ (ci，cj)= 1，若不是，则 δ (ci，cj)= 0。
快速展开算法通过迭代两个步骤使模块度

最大化：（1）模块度优化，将节点划分到其相邻节

点所在社区，直到不再增加模块度，在初始化阶

段，每个节点都被视为一个社区；（2）社区聚合，

将第（1）步发现的同一社区中的节点分组，并构

建一个新网络。重复以上两个步骤，直至网络结

构不再变化。

1.3.2　共享单车流的空间特征识别方法

本文使用基于路网约束的共享 K 最邻近 OD
流聚类算法对共享单车骑行流进行空间流聚类，

识别共享单车流的空间汇聚、发散及丛集特征，

算法主要包括 3 个步骤：定义路网约束下共享单

车的 K 最邻近流、基于共享最邻近流密度识别流

簇、基于非参数方法估算最邻近 K 值。算法主要

流程如图 4 所示。

1）定义路网约束下共享单车的 K 最邻近流。

共享单车的原始流具有时间延续性弱且空间位

移短的特点，使用欧氏距离对原始流进行聚类难

以有效约束聚类簇形状，并且可能高估聚集状

态。共享单车流作为典型的城市 OD 流，受骑行

道路网络的强烈约束，因此使用路网匹配算法将

共享单车 OD 点映射到可供骑行的城市道路网

（剔除城市快速路、高架等不可骑行道路），从而

借助道路网络的约束突出聚类簇和背景噪声的

密度差异，并且计算映射节点间网络距离能够有

效避免计算冗余［24］。

建立路网约束后，需要重新定义流距离用于

聚类，由于共享单车骑行流的空间位移短，流长

度差异较小，因此在定义流 fi 与流 fj 距离时不考

虑流的长度。基于路网的流距离计算公式为：

d net
fij

= w 1 d net
Oij

+ w 2 d net
Dij

( w 1 > 0,w 2 > 0 ) （2）
式中，d net

fij
为路网约束下流 fi 与流 fj 的距离；d net

Oij
为

流 fi 与流 fj 映射在路网上起点的网络距离；d net
Dij

为

流 fi 与流 fj 映射在路网上终点的网络距离；w 1 和

w 2 分别为起点与终点的权重，在不同的应用背景

下起点和终点的关注度不同，本文认为起点与终

点是等权的（w 1 = w 2 = 1）。之后以 d 为距离阈

值，对每个流的起点 O 和终点 D 分别构建基于路

网的缓冲区，选取路网映射后网络距离小于 d 的

O 点和 D 点作为候选邻近流，通过设定最邻近 K

值和计算流距离，得到流的 K 最邻近结果，以流 fi

设定 K 为 3 的最邻近流如图 5 所示。

2）基于共享最邻近流密度识别流簇。由于

共享单车的使用密度与可供骑行的道路网络密

度关系密切，中心城区的路网密度往往高于市区

边缘，使用 DBSCAN 和 OPTICS 等聚类算法的

密度定义方式可能会忽视市区边缘区共享单车

的集聚使用，难以全面反映共享单车流动的空间

特征。因此，在确定每个流的 K 最邻近流后，采

用共享最邻近的方法计算流密度，即被相似流包

围的程度，通过对全局流密度的归一化，突出流

簇与噪声流的密度差异，同时检测高骑行密度的

聚类簇和较为稀疏的聚类簇［25］。

图 4　基于路网约束的共享 K 最邻近 OD 流聚类算法流程

Fig. 4　Framework of Shared K Nearest Neighbor Flow 
Clustering Algorithm Based on Road Network

图 5　识别距离目标流 fi 最邻近的 3 个流（K=3）
Fig. 5　3 Flows Nearest to Target Flow fi (K=3)
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在计算共享最邻近流密度前，首先定义流 fi

与流 fj 的共享最邻近相似性 S ( fij )：
S ( fij )= | N k

fi
∩ N k

fj | （3）
式中，N k

fi
和 N k

fj
分别为流 fi 与流 fj 的 K 最邻近流。

若 S ( fij )≥ K/2，则认为流 fi 与流 fj 是直接相连

的，而流 fi 的共享最邻近流密度 D ( fi)则是与流 fi

直接相连的流的数量。

密度阈值是识别高密度聚类簇的常用方法，

但在确定密度阈值时往往主观性较强，因此借助

统计方法将密度阈值转换为显著性水平，减轻主

观参数设定对结果的影响［17］。在路网上随机生

成与流数据集数量相同的模拟流，执行 R 次蒙特

卡 洛 模 拟 过 程 ，则 流 fi 的 统 计 检 验 值 p ( fi) 定
义为：

p ( fi)= ∑
j = 1

R

 
lj( )D random ( )fi ≥ D observed ( )fi

1 + R
（4）

式中，D random ( fi)为模拟流密度；D observed ( fi)为实际

计算的流密度。若 D random ( fi)≥ D observed ( fi)，则 lj

为 1；否则为 0。在显著性水平 a 下，若 p ( fi)≤ a，

则说明观测流密度与蒙特卡洛模拟生成的流密

度差异并非由偶然性所导致，此时拒绝零假设，

确定流 fi 为核心流［10］。由于模拟流生成在道路网

络密集的区域可能性较大，因此使用统计方法确

定核心流能够防止聚类簇过度集中于高路网密

度区域，极大程度上保留了全局不同密度层级的

聚类簇。

基于密度连接机制，流聚类簇的构建过程与

DBSCAN 等密度聚类算法思想相同［26］，在不考

虑流长度和流角度的情况下，基于起点和终点距

离的流聚类算法往往见长于识别两种类型的流

簇［9］：（1）流向相似的单向集群流，该类流起点和

终点都聚集在相近的区域，即共享单车的丛集区

域，如图 6（a）所示；（2）起点随机或终点随机的多

向聚集流，该类流簇中相邻流的流向相似，从而

完成密度连接机制，一般可分为终点相近的汇聚

型流簇，以及起点相近的发散型流簇，即共享单

车的聚散区域，如图 6（b）和图 6（c）所示。

3）基于非参数方法估算最邻近 K 值。最邻

近 K 值决定了计算共享最邻近流密度的局部区

域大小，即共享单车流簇的地理分析尺度。若 K

值过小，则距离流簇中心最远的邻近流与噪声的

差异不明显，将会导致流簇密度的不稳定；若 K

值过大，则流簇可能包含噪声流，高估共享最邻

近流密度。当 K 值增加时，距离最远的邻近流和

噪声流的方差逐渐趋同，因此，参考已有确定聚

类簇数量方法的研究［27］，定义非参数指数 H 衡量

K 值 变 化 与 流 簇 方 差 的 关 系 ，计 算 公 式 为 ：

H = V *
k + 1 ( x )

V *
k  ( x )

/H k （5）

式中，V *
k + 1 ( x )、V *

k  ( x )分别为第 k + 1 和第 k邻近

流的方差；H k 是一个常量，即均匀流集 V *
k + 1 ( x )

与 V *
k  ( x ) 的期望比率。H 表征了流簇边缘与噪

声的相似程度，当 K 值变大时，其值将降低并趋

近期望比率，即趋近 1，但降低速率将逐渐减小。

因此，肘部法则可以用于估算最适当的 K 值，即

最适当的 K 值对应了 H 下降最快且变化逐渐趋

缓的区间，此时流簇规模稳定且与噪声流差异明

显。使用非参数方法估算最邻近 K 值能够最大

程度上避免主观性，减轻参数设置不当对聚类效

果的影响。

2　结果与分析

2.1　共享单车骑行总体特征分析

1）骑行订单数量。根据 2019 年 11 月 1 日—7
日一周的分时骑行订单数据统计骑行订单数量，

结果如图 7 所示。可以看到，工作日共享单车订

单总量要明显高于休息日，工作日共享单车分时

订单曲线 M 型特征明显，而休息日共享单车分时

订单曲线更类似梯台型，日间波动相对较小。工

作日 7 时—9 时时段和 17 时—19 时时段出现了明

显的共享单车使用高峰，并且早高峰的订单数量

要高于晚高峰。早高峰的峰值出现在 8 时，但从 7
时开始订单量开始陡增，7 时到 8 时增长速率放

缓，曲线变化呈梯台状；而晚高峰的峰值出现在

17 时，随后便快速下降，曲线变化呈尖峰状，这可

能是由于工作日通勤时早间上班时间不统一（互

联网及金融企业早上上班时间较晚），而晚上下

图 6　流空间特征分类

Fig. 6　Types of Flow Clusters
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班时间集中在 17 时。而休息日仍存在一定的早

晚高峰特征，尤其是周六早高峰时段相较于周日

更为明显，这可能是一些高新技术企业在周六加

班所致。此外，在非早晚高峰时段，工作日和休

息日的订单数量差距较小，休息日甚至略高于工

作日，这也说明了共享单车的使用更多是作为辅

助通勤的手段，在非通勤高峰时段，共享单车的

使用多以休闲娱乐为主。

2）骑行空间特征。为了分析共享单车流的

总体空间特征，将分析单元定为交通小区（traffic 

analysis zone，TAZ）。相较于组团、街道、社区等

研究单元，TAZ 是由主干路围成的，内部具有相

似交通特征和关联的单元，常用于分析居民通

勤、流动等交通特征［28］。以武汉市主干道为主要

分界线，考虑河流、湖泊等空间分布，结合土地利

用特征对 TAZ 边界进行调整，最后得到武汉市主

城区 586 个 TAZ，平均面积为 0.96 km2，标准差为

1.3 km2，中心区域单元面积较小，而外围区域单

元面积逐渐增大。

以 TAZ 为单元，汇总共享单车流形成 586×
（586－1）个骑行流对（除去 TAZ 内部流动情况），

分析工作日和休息日及早晚高峰的差异，绘制各

TAZ 内部流动及 TAZ 间流动空间图，颜色的深

浅和连线的粗细反映流动强度，如图 8 和图 9 所

示（骑行流量小于 93 未在图中表示）。总体来看，

区域间的骑行流动联系以邻接流动为主，跨多个

区域的骑行流动联系很少。江汉大学、塔子湖、东

湖附近内部骑行流较高，而江汉、江岸、硚口区区

域间流动较多。工作日早晚高峰 TAZ 内部流动

情况相对一致，但早高峰的区域间流动更为频繁，

汉兴街、长青街、宗关街、唐家墩街早高峰区域间

流动更多。休息日由于订单数量的减少，区域间

流动较少，但内部流动相比工作日变化不大。

由于共享单车骑行的短距短时特点，在汇总

至统计单元后，无法对其空间特征进行细粒度的

描述，难以有效识别空间源汇区，因此从流尺度

对骑行订单进行分析，能够更深入地识别共享单

车流动的空间特征。

2.2　早晚高峰共享单车骑行社区检测

对共享单车骑行流的社区检测能够发现空

间上骑行联系紧密的区域，理解骑行流的空间分

布格局。使用快速展开算法，在剔除结果中规模

较小的社区和孤立的社区后，早高峰时期共产生

12 个社区，晚高峰期间共产生 13 个社区，模块度

分别为 0.80 和 0.79，当模块度大于 0.5 时，说明网

络社区结构明显，每个社区代表一种典型的流动

模式，而社区间联系较弱。

如图 10 所示，骑行社区与行政区的边界区别

明显，说明共享单车的使用受行政区划约束较

小。由于武汉大江大湖的自然条件，骑行社区被

长江和汉江划分为 3 个片区，虽然武汉市 2019 年

底已建成 8 座跨江大桥、多个跨江通道，但很少有

居民使用共享单车作为跨江通行的工具。此外，

图 7　一周骑行订单数量分时统计图

Fig. 7　Daily Trend of Bike-Sharing Usage

图 8　工作日骑行流空间特征

Fig. 8　Spatial Characteristics of Weekday Riding Flow
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诸如沙湖、东湖等主要湖泊也成为了分割骑行社

区的自然屏障。相较早高峰，晚高峰时段武昌区

划分为了南北两个骑行社区，武昌区南部多为高

校和科研机构，北部则以居住区为主导。从骑行

高值上看，早高峰共享单车的使用更加集中于汉

口中央活动区，而晚高峰共享单车使用高值区向

武昌区、塔子湖、南湖等组团扩散 ，高值范围

更广。

在确定共享单车出行社区后，以出行社区为

空间分层抽样单元对共享单车订单进行抽稀，以

突显聚类结果的社区内联系，避免流簇包含过多

噪声流，同时并降低算法的时间成本。

2.3　共享单车骑行流空间聚类

从 OD 骑行流中识别空间集聚和扩散现象，

对研究共享单车的移动特征和位置之间的空间

交互至关重要，共享单车的流动在城市系统中，

有助于精细化研究城市区域间的联系。考虑到

工作日早晚高峰共享单车的使用强度较高，且存

在明显差异，因此分别对工作日早晚高峰时段共

享单车的 OD 流进行聚类，解释共享单车骑行流

的空间集聚、扩散和丛集特征。通过肘部法则确

定最适当的 K 值，同时考虑到早晚高峰聚类簇大

小的相对一致性，在早高峰设为 12，晚高峰设为

11，如图 11 所示。武汉市主城区内有 90% 的共

享单车骑行距离在 0.8~3.5 km 之间，因此将距离

阈值 d 设为 3.5 km，显著性水平 a 设为 0.05，蒙特

卡洛模拟次数设为 99。
2.3.1　共享单车骑行流源汇空间识别

1）早高峰共享单车聚散特征。将聚类结果

划分为丛集、汇聚和发散 3 种模式，并可视化核心

流，如图 12 所示，源汇区域主要位于江汉、江岸和

硚口区，武昌区和青山区的沿长江地带汇散特征

也较为明显。江北地区作为武汉市的经济和商

业中心，拥有武汉国际广场、武汉世界贸易中心

等国际会展中心，江汉路、汉正街等商业街，以及

中山公园等休闲游憩场地，在商业活动、通勤、游

憩等目的下，共享单车的使用量较大。东湖、南

湖、武汉理工大学附近共享单车的使用强度也较

图 10　工作日骑行流社区检测结果

Fig. 10　Community Detection Results of Weekday Riding Flow

图 9　休息日骑行流空间特征

Fig. 9　Spatial Characteristics of Weekend Riding Flow

191



武  汉  大  学  学  报   （信  息  科  学  版） 2025 年 1 月

高，但景点附近共享单车的使用随机性较强，空

间聚散特征不明显，在工作日早晚高峰时段未能

识别到显著的源汇区。

早高峰时段，丛集流主要位于江北区域的武

汉商务区、三阳路、菱角湖、三眼桥、长港路，武昌

区的积玉桥，以及青山区的青山居住组团，以“居

住-就业”流向为主。其中武汉商务区的丛集流较

为明显，武汉商务区属于中央活动区，是武汉市

规划的集金融、保险、商贸等业务为一体的现代

服务业中心，有很强的就业吸引力，可以看到丛

集流的起点位于武汉商务区北部的居住组团，集

中了蓝天花园、复兴新村、中城悦城等多个居住

小区，由于地理位置毗邻，较多人选择共享单车

前往武汉商务区，两个区域间呈现明显的有向丛

图 12　工作日早高峰共享单车流聚类结果

Fig. 12　Clustering Results of Bike-Sharing Flow in Weekday Morning Peak

图 11　不同 K 值对应的 H 值

Fig. 11　H Values Corresponding to Different K Values
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集效应。沿长江地带的汉正街、三阳路、积玉桥

是武汉市规划的滨江活动区，同样属于“居住 -商

业”复合功能区，区域内布设有多家大型写字楼、

政府机关和颇具规模的商业街，同时也有与就业

匹配的居住社区，在便捷的道路交通网络支撑

下，共享单车能较好地连接地铁站与就业区，满

足早高峰通勤需求。在青山区和平大道沿线，青

山公园及和平公园附近也出现了丛集现象，2019
年底武汉市 5 号线青山区段尚未开通，以共享单

车为出行工具的“红钢城住宅区-青山印象城商业

区”“武汉工业科技学校-武汉英赛商务中心”的集

中出行流特征明显。

早高峰时段，共享单车的聚散区域呈现“一

面-一线-多点”的空间分布特征，“一面”为汉口中

央组团的汉江-长江沿带，该区域有着越秀星汇维

港、武广商圈、江汉路商圈、汉正街商圈等，“一

线”为“江兴路 -常青五路 -后湖大道”这一东北 -西

南轴线，多点包括螃蟹岬、湖北大学、铁机路、金

地广场、青山印象城等。可以发现，多数共享单

车的聚集区在地铁站、商业活动中心、工业园区、

政府机关附近，这说明早高峰时段，共享单车有

向经济、商业、行政办公密度高的区域聚集使用

趋势；而共享单车的发散区同样集中在地铁站出

入口附近，如江汉路地铁站、大智路地铁站、取水

楼地铁站等，也有诸如湖北省交通厅运管局宿

舍、碧园社区、丰竹园等居住区，说明早高峰时段

共享单车的发散区多集中在地铁站点、居住区附

近，而诸如长港路地铁站、硚口路地铁站、香港路

地铁站、王家湾地铁站等地铁站附近，共享单车

的汇聚和发散区有重叠，说明“共享单车-地铁-共

享单车”的通勤接驳特征显著。由于共享单车的

聚散现象，早高峰时段大型就业区及城市边缘的

居住区附近的地铁站，共享单车可能存在堆积情

况；而大型就业区附近的地铁站及城市边缘的居

住区，共享单车可能存在供应不足。

2）晚高峰共享单车聚散特征。如图 13 所示，

晚高峰共享单车的空间特征与早高峰出现了较

大差异，相较于早上上班时间的明确约束，晚高

峰下班时间较灵活，共享单车在晚高峰的空间丛

集和聚散区域都有所减少。此外，居民选择共享

单车出现的目的不再局限于通勤，也可能开展购

物、休憩、娱乐等活动，此类活动的骑行流空间趋

向不集中，因此难以捕捉流空间特征。晚高峰共

享单车的聚散区同样聚集在江北地区的长江沿

带，且更向长江沿岸集中，可能沿江活动区在晚

间对居民有较强的汇聚引力。

晚高峰时段，共享单车丛集流主要位于江岸

区的后湖居住组团，从后湖大道地铁站出发到幸

福人家居住小区；江岸区的塔子湖组团，从杨汊

湖地铁站出发到跃进嘉园等居住小区；汉阳区的

汉江沿岸，从五里墩地铁站到月湖琴声等居住小

区；洪山区的杨园组团，从铁机路地铁站到保利

城等居住小区；洪山区的“洪山 -青山”组团，从仁

和路地铁站到沙湖港湾等居住小区。晚高峰时

段的丛集流均为地铁站-居住区的流动模式，在这

几个典型区域，居民大多选择共享单车作为接驳

地铁站的交通工具，可见共享单车在解决最后一

千米问题上作用显著。

晚高峰时段，共享单车的聚散区域明显减

少，汇聚区包括循礼门地铁站、大智路地铁站、江

汉路地铁站、汉正街地铁站、硚口路地铁站、武商

城市奥莱、欢乐星城、华侨城等区域，共享单车的

汇聚区除了汉口中央活动组团就业密集区附近

的地铁站外，还在洪山区与东湖风景区邻接的华

侨城、硚口区的团结佳兴园等居住小区出现了聚

集。共享单车的发散区更多分布在汉口中央活

动区边缘的地铁站附近，如常码头地铁站、范湖

地铁站、赵家条地铁站；也集中在后湖组团、青山

组团等居住组团的地铁站附近，如丹水池地铁

站、后湖大道地铁站、仁和路地铁站、古田三路地

铁站等。这说明晚高峰时段，“共享单车-地铁站-

共享单车”的联运特征同样突出，共享单车的聚

集区主要在武汉市中心区域就业组团的地铁站

附近及城市边缘的居住区附近，居民下班后骑行

前往地铁站，或在一些偏远居住小区，居民在附

近地铁站下车后，骑行回到住所；发散区主要分

布在中央活动区边缘的地铁站及居住区附近的

地铁站。武胜路地铁站、崇仁路地铁站、江汉路

地铁站附近，共享单车的汇聚和发散区有重叠，

说明该区域用地功能混合度较高，职住发展平

衡。可以看出，绝大部分共享单车的聚散区域都

围绕着地铁站分布，共享单车骑行流的源汇区域

与地铁站分布呈现空间一致性，进一步证实了共

享单车在居民日常接驳轨道交通中的重要作用。

此外，共享单车的聚散区在早晚高峰呈现显著不

同，说明共享单车的使用在时间维度上呈现潮汐

特征。

2.3.2　与 OPTICS 密度聚类方法的比较

OPTICS 聚类算法是识别不均匀密度簇的代

表性方法，以工作日早高峰共享单车流为对象进
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行对比。算法参数设置上，由于 OPTICS 聚类算

法对半径敏感度低，为了确保邻域足够大，将邻

域半径参数设置为共享单车的平均骑行距离

1.3 km，将密度阈值设为 12（与 K 最邻近值相同）。

如图 14 所示，OPTICS 算法能够识别主城区

边缘密度较稀疏的聚类簇，但高估了江汉、江岸

城市中心共享单车流的聚集，此外，由于长江南

岸共享单车的使用聚集性不强，未能识别到明显

的聚类簇。OPTICS 算法虽然能够识别聚类簇的

稀疏，但由于共享单车流动区域性强、分布依赖

路网，在流未经归一化处理时，算法将会过多关

注城市中心的高密度聚类簇，且参数设置的主观

性仍会对算法效果造成较大影响。

3　结     语

本文在对武汉市共享单车骑行的总体特征

进行分析的基础上，通过社区结构检测算法识别

了共享单车骑行的空间集群；使用道路网络约束

下的共享 K 最邻近流聚类算法，分析了共享单车

早晚高峰时段骑行的源汇区域，为揭示城市居民

短途流动模式，优化共享单车投放和调配，促进

骑行友好型城市建设提供了参考。

1）共享单车分时订单曲线表明，工作日早晚

高峰潮汐峰值更明显，共享单车通勤目的更强，

休息日共享单车分时订单曲线更平缓，共享单车

图 14　工作日早高峰共享单车流聚类结果（OPTICS算法）

Fig. 14　Clustering Results of Bike-Sharing Flow in 
Weekday Morning Peak (OPTICS Algorithm)

图 13　工作日晚高峰共享单车流聚类结果

Fig. 13　Clustering Results of Bike-Sharing Flow in Weekday Evening Peak
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更多服务于休闲娱乐目的；空间流动联系上，共

享单车的内部流动和 TAZ 间邻接流动更多，跨多

个 TAZ 的骑行订单较少。

2）共享单车骑行社区受自然屏障约束更明

显，骑行社区边界与行政区边界空间一致性较

弱；早高峰共享单车骑行高值区集中于汉口中央

活动区，而晚高峰骑行高值区向武昌区、塔子湖、

南湖等组团扩散。

3）骑行空间社区和道路网络的双重限制有

效约束了流簇的形状，全局流密度的“归一化”保

留了不同密度层级的聚类簇，识别出的丛集、汇

聚和发散区从流尺度刻画了共享单车的空间流

动特征。早高峰时段，共享单车的丛集流以“居

住-就业”流向为主，聚集区在地铁站、商业活动中

心、政府机关附近，发散区多集中在地铁站、居住

区附近；晚高峰时段，共享单车的丛集流以地铁

站 -居住区的流动模式为主，而聚散区域明显减

少，共享单车与地铁的联运特征突出。

共享单车聚散区域有助于识别骑行热点区

及地铁站站前空间的使用负荷，从而针对性地进

行改善。空间上毗邻的聚散区，可以通过短距离

的互相调度实现彼此的动态平衡。在时间尺度

上出现潮汐骑行现象的地铁站，如后湖、杨汊湖

等城市边缘的大型居住区及其周边地铁站，运营

商应注意早高峰共享单车的停放疏导，并及时将

地铁站范围内积压的共享单车转移至附近的居

住社区，晚高峰时应保证地铁站附近共享单车的

供给，避免供不应求的问题发生；而武广、江汉路

等商圈及就业区易发生相反的潮汐现象，运营商

应在早高峰前完成共享单车的重点投放。丛集

流发生的区域，共享单车更多作为直接通勤工

具，规划者应着重关注区域内非机动车道规划、

骑行护栏、绿道等慢行友好型设施建设。

本文仍存在一些局限：方法上，本文所使用

的仍是空间聚类模型，虽然将时间分为早晚高峰

进行分析，但时间信息仍存在缺失，未来可引入

流之间的时空相似性度量方法，从数据中发现显

著的时空趋势。数据上，本文使用的共享单车订

单数据时间跨度仅为一周，虽然共享单车的使用

呈现明显的周期性，但共享单车使用模式可能存

在季节性或与天气相关的差异，共享单车使用模

式的年度变化可以反映城市发展建设对居民出

行行为的影响，这些规律需要从更长时间跨度的

数据中分析得到。
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